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 چكيده

هاي آماري، براي تخمین با گسترش سنجش از دور فراطیفي امکان بهره گیري از گروه جديدي از شاخص هاي طیفي و مدل

است  (VWC)گیاه  يمحتواي آب ،پارامترهاي بیو فیزيکي و بیوشیمیايي گیاهان به وجود آمده است. يکي از پارامتر هاي بیوشیمیايي گیاه

مورد استفاده قرار بگیرد. در اين  آبیاري صحیح و ارزيابي شرايط خشکسالي جهت تواند درکه پارامتري مهم در بخش کشاورزي است و مي

به  اند بدست آمدهGER  3700 با استفاده از شبکه هاي عصبي مصنوعي و داده هاي فرا طیفي که با استفاده از دستگاه اسپکترومتر تحقیق

چهار گونه گیاهي متفاوت براي نمونه برداري طیفي و اندازه گیري محتواي آبي گیاه انتخاب مین محتواي آبي گیاهان پرداخته شد. تخ

نمونه شامل بازتاب هاي طیفي و همچنین اندازه گیري هاي محتواي آبي  35با ايجاد تغییر در تراکم تاج پوشش گیاهان  شدند. در مجموع

با سه گروه از ورودي ها که شامل تمامي   يك شبکه پس انتشار خطا )پرسپترون چند لايه(سپس  .شبکه مهیا شدگیاهان براي آموزش 

قرار گرفت.  استفاده مورد VWCشاخص باريك باند گیاهي بودند براي تخمین چهارباند هاي باريك موجود، ده مولفه اصلي اول و همچنین 

رگرسیون خطي ساده بین خروجي شبکه با استفاده از استفاده شد.  Cross-validationاز روش  VWCبراي ارزيابي کارايي شبکه در تخمین

نتايج تحقیق نشان دادند که  .بهترين مدل انتخاب شد  RMSEcvو  2cvRمعیارهايبر حسب  وگیاه  VWCهاي اندازه گیري شده داده و

  .(Rcv=0.88, RMSEcv=0.31) با استفاده از داده اي فراطیفي مي باشند VWCتخمین   درشبکه هاي عصبي داراي قابلیت بالا

  VWCفراطیفي، شبکه عصبي مصنوعي، پس انتشار خطا،   کليدي:گان واژ

                                                           
 نويسنده رابط ∗
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 مقدمه  -1

به عنوان شاخصي مهم در  2(VWCمحتواي آبي گیاه )

 کاربرد هاي مختلف کشاورزي و جنگل داري مطرح است

از فرآيندهاي بیوشیمیايي در گیاهان از  بسیاري [.21]

جمله فتوسنتز، تبخیر و تعرق و تولید اولیه مستقیما با 

علاوه بر   VWC. [22]میزان آب گیاه در ارتباط است

کاربرد هاي گسترده اي که در بخش کشاورزي، 

تواند براي ارزيابي مي ،داري و هیدرولوژي داردجنگل

هاي . روش[12] رطوبت خاک نیز مورد استفاده قرار بگیرد

مبتني بر سنجش از دور به عنوان تکنیك هايي قابل 

اطمینان، سريع و غیر مخرب براي تخمین متغیر هاي 

 .[1،4]اند فیزيکي و بیو شیمیايي گیاهان شناخته شده

و تخمین  اغلب تولیدات سنجش از دور براي  ارزيابي 

 پارامتر هاي بیوفیزيکي و بیوشیمیايي گیاهان از سنجنده

 ، NOAA1، AVHRR1هايي با باندهايي پهن همانند 

SPOT4  وTM/ETM5 کنند سنجنده لندست استفاده مي

در چند  .[3] که اغلب از سه الي هفت باند تشکیل شده اند

دهه گذشته ابزار هاي سنجش از دور گیاهي بطورچشم 

شرفت داشته اند. با گسترش سنجش دور گیري پی

فراطیفي امکان بهره گیري از گروه جديدي از مدل هاي 

ره،  براي تخمین پارامترهاي بیو فیزيکي و یچند و تك متغ

بیوشیمیايي گیاهان به وجود آمده است. از محدوديت هاي 

اساسي در تولیدات سنجش از دور پهن باند استفاده از 

در پهناي يك باند عريض  میانگین اطلاعات طیفي

ها در يك باند عريض باشد. استفاده از میانگین بازتابمي

موجب از دست رفتن اطلاعات مهم و موثر که در باندهاي 

. توسعه در زمینه  [3]شود باريك تر موجود مي باشند، مي

سنجش از دور فراطیفي، قابلیت هايي براي غلبه بر اين 

ير برداري اسپکترومتري يا مشکل فراهم آورده است.  تصو

سنجش از دور فرا طیفي با سنجنده هايي متشکل از چند 

صد باند باريك و  پیوسته طیفي در سرتاسر باندهاي 

نانومتر، داراي پتانسیل بالايي  1522تا  422طیفي مابین 

                                                           
۱ Vegetation Water Content 
۲ National Oceanic and Atmospheric Administration 
۳ Advanced Very High Resolution Radiometer  
٤ Satellite Pour l'Observation de la Terre 
٥ Thematic Mapper/ Enhanced Thematic Mapper 

گیري پارامتر هاي گیاهي نسبت به استفاده از در اندازه

 .[21] سنجنده هايي چند طیفي مي باشند
هاي سنجش از دوري براي تخمین پارامتر هاي روش

گیاهي به طور کلي به دو گروه:  تکنیك هاي آماري ) 

(  و  روشهاي 1هاي تجربيو يا روش 6هاي استدلاليروش

شوند ( طبقه بندي مي 8هاي استنتاجيفیزيکي )يا روش

براي تخمین مقدار آب گیاهان تا کنون روشهاي  .[21]

هاي و روش  [8،21]  هاي آماريجمله روش گوناگوني از

مورد استفاده قرار گرفته   [5،6،22،22،14،18] فیزيکي

است. تکنیکهاي آماري براي بدست آوردن همبستگي بین 

هاي گیاهي پارامتر گیاهي و بازتاب طیفي آن و يا شاخص

 .[21]مورد استفاده قرار مي گیرند 

هاي مورد هاي آماري از پرکاربرد ترين روشروش

استفاده در تخمین پارامتر هاي گیاهي در سنجش از دور 

)  3هاي تك متغیرهها شامل: روشباشد. اين روشمي

هاي چند هاي طیفي گیاهي( و مدلمحاسبه شاخص

 ،SMLR(22()از جمله رگرسیون خطي مرحله اي 22متغیره

شبکه هاي  ، PLSR(21(رگرسیون حداقل مربعات جزئي

و غیره مي باشند. روشهاي تك  ANN(21(عصبي مصنوعي

شبکه باشند. اغلب شامل شاخص هاي گیاهي مي  متغیره

هاي عصبي مصنوعي از جمله روش  هاي چند متغیره 

آماري است که مي تواند از تمامي اطلاعات موجود در باند 

ها استفاده کند . از مزاياي شبکه هاي عصبي به ويژگي 

ره کرد به اين معني توان اشاغیر پارامتريك بودن آن مي

که توزيع داده ها در شبکه مهم نمي باشد. توانايي شبکه 

هاي عصبي در ارتباط برقرار کردن مابین اطلاعات پیچیده 

طیفي و ويژگي هاي گیاهي مورد نظر آنها را به عنوان 

ابزاري ايده آل براي توصیف روابط پیچیده و غیر خطي که 

یات طیفي در سطح مابین پارامتر هاي گیاهان  و خصوص

. [16]تاج پوشش موجود مي باشند ، تبديل ساخته است

اگر چه در مطالعات اولیه شبکه هاي عصبي اغلب براي 

                                                           
٦ Inductive 
۷ Empirical 
۸ Deductive 
۹ Univariate technique 
۰۰ Multivariate technique 
۱۱ Stepwise Multiple Linear Regression 
۱۲ Partial Least Square Regression 
۱۳ Artificial Neural Network 
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طبفه بندي مورد استفاده قرار مي گرفتند ، اما اين تکنیك 

همچنین پتانسیل بالايي در پیش بیني متغیر ها نیز نشان 

 . [16] داد

مین پارامتر هاي مصنوعي براي تخ شبکه هاي عصبي

گیاهي با استفاده از سنجش از دور در مطالعات پیشین 

، ارزيابي میزان  [1] براي تخمین شاخص سطح برگ

، [26،11]، تخمین میزان محصول  [23] کلروفیل محصول

و تخمین بیوماس   [1،24،12]تخمین رطوبت خاک

 ، مورد استفاده قرار گرفته است.  [28]گیاهان
لذا اين تحقیق در نظر دارد تا توانايي شبکه هاي 

در سطح تاج  عصبي را در برآورد محتواي آبي گیاهان 

با استفاده از داده هاي فراطیفي مورد پوشش گیاه را 

ارزيابي قرار دهد و همچنین با استفاده از مولفه هاي اصلي 

و همچنین شاخص هاي گیاهي باريك باند  به عنوان 

 ايجاد مشکل بیش برازش جلوگیري کند.  از ورودي شبکه

 هامواد و روش -2

و پيش اندازه گيري هاي آزمایشگاهي  -2-1

 پردازش داده ها

به منظور نمونه برداري چهار گونه گیاهي انتخاب 

شدند. گونه هاي گیاهي در شکل و اندازه هاي برگ 

نمونه(  6گیاه )از هر گونه  14متفاوت بودند. در مجموع 

گیري ، اندازه[21]گلخانه اي جمع آوري گرديد در شرايط

هاي طیفي تاج پوشش گیاهان در آزمايشگاه کنترل شده 

سنجش از دور انجام گرفت. در محل اندازه گیري ديوار ها 

و سقف با مواد سیاه رنگ مات به منظور جلوگیري از 

بازتاب هاي زائد، پوشیده شدند. اندازه گیري ها با استفاده 

صورت گرفت.    GER 3700اسپکترومتراز دستگاه 

تا  152محدوده طول موجهاي اين اسپکترومتر  بین 

 152-2252باشد که در محدوده طیفي نانومتر مي 1522

 2252-2322نانومتر،  در فاصله  2.5فاصله طول موج ها 

 2322-1522نانو متر و در ناحیه  6.1داراي فاصله طیفي 

براي ايجاد تنوع در  نانومتري هستند. 3.5دراي فواصل 

اندازه گیري هاي طیفي و تولید نمونه هاي بیشتر که 

حداکثر اختلاف را دارا  باشند، تغییراتي در حجم تاج 

پوشش گیاه و همچنین خاک پس زمینه )متشکل از خاک 

 14نمونه آماده شد ،  35روشن و تیره( داده شد . نهايتا 

نمونه در  48 نمونه براي هر گونه )يك نمونه حذف شد(.

نمونه در خاک روشن. بدلیل وجود نويز  41خاک تیره و 

نانو متر و بیشتر از  422بالا محدوده هاي طیفي کمتر از 

،  Savitzky-Golay [11]نانومتر حذف شدند. فیلتر  1422

پیکسل و چند جمله اي درجه دو ،  21با اندازه پنجره 

براي از بین بردن نويز هاي احتمالي دستگاه اندازه گیري 

طیفي بر روي ماتريس بازتاب هاي طیفي اجرا شد. 

پردازش ها و تحلیل هاي انجام شده تماما با استفاده از نرم 

 انجام گرفتند.  MATLAB 7.8افزار 

 شبكه عصبي مصنوعي -2-2

يك شبکه عصبي مصنوعي يك ماشین محاسباتي 

است که از ساختار سیستم عصبي بیولوژيکي الهام گرفته 

ه اي ترين قسمت ساختمان يك شبکه عصبي نرون ياند. پا

ها هستند. نرون يك واحد پردازش است که ورودي را از 

منبع دريافت کرده و با تعريف رفتاري غیر خطي در جهت 

 .[11] روجي نهايي مي رسدرسیدن به شبکه ، به خ

الگوريتم آموزشي پس انتشار  يکي از پرکاربرد ترين 

انواع شبکه هاي عصبي است که در اين تحقیق نیز مورد 

استفاده قرار گرفته است. هدف اصلي يك شبکه عصبي 

ساخت مدلي است با استفاده از ورودي ها ، به طوري که 

خروجي ها اين شبکه  آموزش ديده ، قابلیت پیش بیني 

با استفاده از ورودي هاي جديد که شبکه تاکنون با آنها 

مواجه نشده است را داشته باشد. الگوريتم پس انتشار يك 

شبکه عصبي چند لايه است که متشکل از يك لايه 

و يك لايه خروجي مي باشد. ورودي ، چند لايه پنهان،

آموزش يك شبکه عصبي توسط تطبیق وزن ها به گونه 

خطاي شبکه که اختلاف بین خروجي شبکه و اي که 

مقادير واقعي است انجام مي شود. در انتهاي فاز آموزش ، 

شبکه مدلي ارائه مي کند که قادر به پیش بیني مقادير 

 خروجي توسط ورودي ها باشد.
پايه اي ترين قسمت ساختمان يك شبکه عصبي نرون 

دي) ورو ها هستند. نرون يك واحد پردازش که داراي چند

( و يك خروجي  است. نرون ها مي 2بیشتر از معمولا

توانند تك ورودي يا چند ورودي باشند. معمولا يك نرون 

  .بیش از يك ورودي دارد



 

14 

 

رد
ارب

ک
 

که
شب

 
ي

ها
 

ي
صب

ع
 

ي
وع

صن
م

(
A

N
N

 )
 در

ن
می

تخ
 

ي
توا

مح
 

ي
آب

 
ان

اه
گی

(
V

W
C

 ... با (

 خطاالگوریتم پس انتشار  -2-2-1

-Widrowالگوريتم پس انتشار تعمیم قانون يادگیري 

Hoff هاي چند لايه و توابع انتقال جدايي پذير براي شبکه

 "باشد اين روش از روشهاي نظارت شده است و ازمي
براي کم  1"الگوريتم کاهش شیب خطا"يا 2"قانون دلتا

کند. که در اين الگوريتم وزن ها در کردن خطا استفاده مي

شیب در تابع خطا شروع به اصلاح شدن مي  خلاف جهت

ه پس انتشار به رفتاري برمي گردد که در آن ژکند. وا

 شودهاي چند لايه غیر خطي محاسبه ميهشیب براي شبک

[25]. 

 1روندهالگوريتم پس انتشار به دو مرحله : مرحله پیش

رونده ، شود. در مرحله پیشتقسیم مي 4و مرحله بازگشتي

ها به شبکه وارد شده و و مقادير نرون ها هر يك از نمونه

بطور متوالي از لايه ورودي به سمت لايه خروجي به هنگام 

ها به شبکه رونده ، هر يك از نمونهود. در مرحله پیششمي

وارد شده و و مقادير نرون ها بطور متوالي از لايه ورودي 

شود. دراين مرحله به سمت لايه خروجي به هنگام مي

تمام مقادير ورودي به يك نرون بصورت زير محاسبه 

 شود:مي

(2) xj=∑ aiwjii
 

ام به i وزن اتصال نرون  wjiام و  iمقدار نرون  aiکه 

باشد. بعد از محاسبه با استفاده از فرمول فوق ام مي jنرون 

به مقدار خروجي آن  xjمقدار fبا اعمال تابع فعال سازي 

 شود.نرون )ورودي نرون لايه بعدي( تبديل مي

(1) f(xj) =  aj 

سیگمويیدي اغلب در اين -تابع فعالسازي تانژانت

ها همچنین گیرد. اين شبکهها مورد استفاده قرار ميشبکه

شود. اين هاي پرسپترون چندلايه نیز نامیده ميشبکه

ها با استفاده از الگوريتم پس انتشار خطا آموزش شبکه

ها تنظیم شود. در مرحله پیش رونده وزنديده مي

مانند. هنگامي که خروجي بدست بت ميشوند و ثانمي

شوند و مقدار خطا آمدند با مقادير واقعي مقايسه مي

                                                           
۱ Delta Rule 
۲ Gradient Descent Algorithm 
۳ Forward 
٤ Backward 

شود. سپس اين خطا در جهت مخالف حالت محاسبه مي

يابد. در اين مرحله پیش رونده داخل شبکه انتشار مي

وزنها در جهتي که به مقادير واقعي نزديك شوند تنظیم 

زن هاي نرون ها با شروع شوند. در مرحله بازگشتي ، ومي

از لايه خارجي به سمت لايه ورودي شروع به تنظیم شدن 

مي کنند که به صورت حرکت به سمت چپ از لايه آخر 

. هدف از تنظیم وزن ها [15] به سمت لايه اول مي باشد

کاهش خطاي شبکه است که معمولا خطاي حداقل 

عريف معیار خطا مي باشد و بصورت زير ت 5میانگین مربعات

  مي شود:

(1) E(w) = 1/2 ∑(aj,k − oj,k)2

j,k

 

ام در لايه آخر j مقدار خروجي   نرون aj,kوزن، wکه 

مقدار واقعي  oj,kام بدست آمده و k که از نمونه آموزشي 

ام مي باشد.. براي حداقل kام در نمونه آموزشي j نرون 

روش هاي متفاوتي وجود دارد که  E(w)سازي مقدار  

يکي از پرکاربرد ترين روش ها روش سريعترين کاهش 

مي باشد که در اين روش وزن ها با استفاده از   6شیب

 رابطه زير تنظیم مي شوند:

(4) wji
n+1 = wji

n − ŋ
∂E

∂wji
n 

wjiبه طوري که 
n   وزن نرونi ام به نرونj  ام در زمان

n  ،استŋ  2نرخ آموزش بوده که مقداري است ثابت بین 

و  2و 
∂E

∂wji
n  شیب )مشتق( در نقطهwji

n  مي باشدکه مي

که ناشي از تغییر  Eتواند به عنوان  تغییر مقدار خطاي 

wjiوزن 
n .مي باشد در نظر گرفته شود 

 کوچك و تصادفي مقادير اولیه وزن ها معمولا مقاديري

فوق بصورت زير بسط داده هستند. مقدار شیب در معادله 

 مي شود:

(5) 
∂E

∂wji

=
∂E

∂ai

∂ai

∂xj

∂xj

∂wji

=
∂E

∂ai

f ′(xj)ai = δjai 

fکه  ′(xj)  مشتق اول تابع انتقال که معمولا تابعي

مقدار   δjمقدار ورودي نرون و  aiاست سیگموئیدي، 

                                                           
٥ Least mean square error 
٦ Steepest descent 
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 ام مي باشد. مقدار خطا براي نرون هاي لايه jخطاي نرون 

 ساده مي شود:آخر باشد معادله فوق بصورت زير 

(6) δj = (aj − oj)f ′(xj) 

مقدار پیش بیني  ojمقدار واقعي و  ojبه طوري که 

 شده مي باشد. 

از ترکیب معادلات و وزن ها براي لايه خروجي تنظیم 

با استفاده از معادله  δjمي شود. براي ساير لايه ها مقدار 

 زير بدست مي آيد:

(1) δj = (∑ δk

K

wkj) f ′(xj) 

نشان دهنده نرون هايي هستند که مقادير  kکه 

 ام در يافت مي کند.jخروجي را از لايه 
اين قانون براي تنظیم وزن ها همراه با اتصالات شبکه 

نیز شناخته مي  2به عنوان قانون تعمیم يافته دلتا

. برخي مواقع پارامتر ديگري با نام مومنتوم نیز [15]شود

 به معادله اضافه مي شود :

(8) 
wji

n+1 = wji
n − ŋ

∂E

∂wji
n + ξ(wji

n

− wji
n−1) 

بوده و براي جلوگیري از  نوسان  2و2مقدار مومنتوم بین 

در يافتن مقدار مینیمم در سطح خطا  به کار برده مي شود 

که منجر به افزايش سرعت همگرايي مي شود. شبکه هاي پي 

انتشار با چندين فاکتور کنترل مي شوند: پارامتر هاي همراه با 

توپولوژي شبکه و نمونه هاي آموزشي. انتخاب يك  مدل،

 .[15]شبکه بهینه اغلب کار دشواري مي باشد

در اين تحقیق يك شبکه پس انتشار خطا )پرسپترون 

يك لايه پنهان و يك لايه  چند لايه(  با يك لايه ورودي،

هاي لايه خروجي مناسب تشخیص داده شد. تعداد نرون

هاي ورودي ها بود. تعداد نرونورودي به تعداد مولفه هاي 

ها لايه پنهان مناسب براي هر يك از مجموعه ورودي

هاي لايه خروجي نیز تنها يك نرون انتخاب شدند. و نرون

به عنوان خروجي بود. از  VWCبود که همان مقدار 

براي گیاهان  VWCگیري شده نمونه اندازه 35آنجايي که 

 موجود بود لذا از آموزش نظارت شده استفاده شد.  

                                                           
۱ Generalized delta rule 

براي جلوگیري از احتمال ايجاد بیش برازش در شبکه دو 

 راه حل انتخاب شد:

هاي آموزشي ، تست ها به نمونهيکي تقسیم داده •

 و اعتبارسنج. 
هاي روش ديگر کاهش تعداد متغیر ها يا باند •

هاي ان از روشتوطیفي بود. به اين معني که مي

و  هاي اصليفشرده سازي داده همانند مولفه

همچنین استفاده از شاخص هاي طیفي براي 

ها ورود به شبکه به جاي استفاده از تمامي باند

 استفاده شد.

از اين رو براي انتخاب بهترين شبکه و بهترين 

که قادر به VWC الگوريتم آموزش که قادر به تخمین 

شامل  گروه وردي 1ن خطا باشد میزان کمترين میزا

 4مولفه اصلي اول و  22 ،تمامي باند هاي طیفي موجود

، RWI ،NDWIشاخص باريك باند طیفي بهینه شامل 

SAVI2  وTSAVI   به عنوان وردي شبکه مورداستفاده

قرار گرفت که در مطالعه پیشین میرزايي و همکاران در 

اي مختلف همحاسبه شده بودند. با الگوريتم 2132سال 

براي لايه میاني   Tansigآموزش به شبکه ارائه شدند. تابع 

براي تابع خروجي انتخاب شد. اين دو تابع به   linearو تابع

دلیل پیوشته و مشتق پذير بودن در الگوريتم پس انتشار 

. در اين تحقیق از [25] دنبسیار مورد استفاده قرار مي گیر

ها استفاده براي ارزيابي دقت مدل Cross validationروش 

هاي عصبي بدين شکل استفاده از اين روش در شبکه .شد

نمونه آموزش داده شد. سپس  34بود که هر شبکه با 

نمونه باقي مانده که در آموزش شرکت نداشت با استفاده 

سازي شد. پس از تکرار اين مراحل به از اين شبکه شبیه

سازي شده بدست نمونه شبیه 35تعداد مرتبه،  35تعداد 

هاي شبیه سازي شده که در واقع مقادير آمد. سپس نمونه

گیري بودند در مقابل مقادير اندازه VWCتخمین زده شده 

CVو  CVRMSEقرار گرفته و  مقدار  VWC شده
2R  شبکه

   محاسبه شد.

  نتایج و بحث - 3

تمامي باند هاي عصبي و استفاده از شبكه  -3-1

  VWCبراي برآورد به عنوان وروديطيفي 
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الگوريتم هاي آموزشي متفاوتي براي شبکه هنگامي 

به عنوان  باند طیفي( 584)هاي طیفيکه تمامي باند

ورودي در نظر گرفته بودند مورد بررسي قرار گرفتند که از 

به خوبي آموزش ديد.  Scgمیان آنها شبکه تنها با الگوريتم 

نرون در لايه  15اوت شبکه با اين شبکه با نرون هاي متف

CV 0.84=پنهان بهتر از ساير شبکه ها آموزش داده شد
2R(

)=0.36CVRRMSE,  . 

 با استفاده از تمامي باند هاي طیفي به عنوان ورودي VWCي مختلف و نتايج بدست آمده از آنها در تخمین شبکه هاي عصب -2 جدول

CVRRMSE CV
2R  ِ ورودي ها شبكه بهينه تابع فعال سازي تابع آموزش 

2.52 2.63 Scg {tansig,linear} 2*25*584 

 باند( 584ها)تمام باند

2.41 2.13 Scg {tansig,linear} 2*21*584 

2.42 2.82 Scg {tansig,linear} 2*12*584 

2.16 2.84 Scg {tansig,linear} 2*15*584 

2.46 2.15 Scg {tansig,linear} 2*12*584 

 

مولفه اصلي  11استفاده از شبكه عصبي و  -3-2

  VWCبراي برآورد  به عنوان ورودي

هاي براي اطمینان از عدم بیش برازش  شبکه از مولفه

ورودي در شبکه عصبي استفاده شد. اصلي نیز به عنوان 

نرون، يك لايه  22ساختار شبکه شامل يك لايه ورودي با 

نرون و همچنین يك لايه خروجي با يك  25و  6مخفي با 

نرون استفاده شد.  الگوريتم هاي آموزشي پس انتشار 

، (Trainscg)، الگوريتم شیب توام(Trainrp)ارتجاعي

-Levenberyالگوريتم  و(Trainoss) الگوريتم شبه نیوتن

Marqwardt  براي آموزش شبکه، هنگامي که ورودي

ها ي اصلي بودند، مورد استفاده و مقايسه قرار مولفه

نیز مشخص است، شبکه  (1)گرفت. همانطور که در جدول

آموزش ديده شده با استفاده از الگوريتم آموزشي شیب 

ي مورد در مقايسه با ساير الگوريتم هاي آموزش (scg)توام

پايین تر  RMSEبالاتر و  2Rاستفاده، داراي 

CVRRMSE=0.88,CV(0.31=باشدمي
2R( در واقع با اين .

 .الگوريتم شبکه بهتر آموزش ديده

 

 

 

 با استفاده مولفه هاي اصلي به عنوان ورودي VWCشبکه هاي عصبي مختلف و نتايج بدست آمده از آنها در تخمین  -1جدول 

CVRRMSE CV
2R ورودي ها شبكه بهينه تابع فعال سازي تابع آموزش 

2.43 2.12 Oss {tansig,linear} 2*6*22 

 (PCs)مولفه اصلي  22

2.11 2.86 Rp {tansig,linear} 2*6*22 

2.64 2.53 Rp {tansig,linear} 2*25*22 

2.54 2.65 Lm {tansig,linear} 2*6*22 

2.12 2.88 Scg {tansig,linear} 2*6*22 

      

مقادير ريشه مربعات میانگین خطاي بدست آمده با استفاده 

در واقع همان خطاي  )Cross validation ،)CVRRMSEاز روش 

نمونه تخمین زده  35شود  چرا که هر تست شبکه محسوب مي

شده هیچ يك در آموزش شبکه دخیل نبوده و در واقع هر يك 

. رابطه میان مقادير پیش بیني شده و اندازه باشندنمونه تست مي

گیري شد  با استفاده از ده مولفه اصلي به عنوان ورودي و 

 (  نشان داده شده است. b)1در شکل بهترين ساختار شبکه 

چهار شاخص  و  استفاده از شبكه عصبي -3-3

 VWCبراي برآورد  باریک باند به عنوان ورودي

 2132در سال  و همکاران میرزاييدر تحقیق پیشین 

باند فراطیفي بهترين ترکیبات باندي  584با استفاده از 

به  TSAVIو  RWI ،NDWI ،SAVI2براي چهار شاخص 
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اين ترکیبات  .[2]انتخاب شدند VWCمنظور تخمین 

 :باندي بهینه براي هر يك از شاخص ها بصورت زير بود

(2) 1418
720

ρ
ρ

=RWI  

(1) 1965679
1965679
ρρ
ρρ

+
−

=NDWI  

(1) 
b

a
SAVI

+
=

1443

8252
ρ

ρ  

(4) 
aba

baa
TSAVI

−+
−−

=
22372135

)22372135(
ρρ
ρρ  

مي  iها مقادير بازتابندگي در طول موج  iρ بطوري که

 112مقدار بازتابندگي در طول موج  ρ720براي مثال  .باشد

مقادير بدست آمده براي خط  bو a نانومتر مي باشد.و 

 خاک مي باشند.

اين چهار شاخص با ترکیبات باندي بهینه که براي 

بدست آمدند به عنوان ورودي براي شبکه  VWCتخمین 

 مورد . الگوريتم هاي عصبي مورد استفاده قرار گرفتند

ها براي آموزش شبکه، هنگامي که ورودي شاخص استفاده

 . همانگونه که درنشان داده شده است 1در جدول بودند 

جدول نشان داده شده است ، همانند شبکه با استفاده  اين

مولفه به عنوان ورودي، در اين حالت نیز شبکه با  22از 

با در مقايسه   (scg)استفاده از الگوريتم آموزشي شیب توام

ساير الگوريتم هاي آموزشي مورد استفاده، داراي بهترين 

CVRRMSE=0.86 , CV(0.33=نتیجه بود
2R( در الگوريتم .

نرون مورد بررسي  1و  6 براي لايه پنهان LMآموزشي 

دقت تخمین قرار گرفت و با افزايش يك نرون اضافي 

رابطه میان مقادير پیش بیني شده و اندازه . کاهش يافت

شده با استفاده از بهترين ساختار شبکه) هنگام گیري 

 ( نشان داده شده است.1استفاده از شاخص ها( در شکل )

 با استفاده از شاخص ها باريك باند به  عنوان ورودي VWCشبکه هاي عصبي مختلف و نتايج بدست آمده از آنها در تخمین  -1جدول 

CVRRMSE CV
2R ورودي ها شبكه بهينه تابع فعال سازي تابع آموزش 

2.16 2.81 Oss {tansig,linear} 2*6*4 

 شاخص باريك باند بهینه: 4
RWI,NDWI,  SAVI2   و

TSAVI 

2.15 2.85 Rp {tansig,linear} 2*6*4 

2.41 2.18 Rp {tansig,linear} 2*1*4 

2.15 2.84 Lm {tansig,linear} 2*6*4 

2.11 2.86 Scg {tansig,linear} 2*6*4 
 

  
cvو   RRMSEcvا مقادير بهمراه  VWCرابطه میان مقادير پیش بیني شده و اندازه گیري شده  -2شکل 

2R  استفاده از شبکه عصبي با-

 (b)مولفه هاي اصلي -، شبکه عصبي (a)شاخص ها

 

 بحث -3-4

با استفاده از ورودي ها و ساختار هاي متفاوتي از 

شبکه پس انتشار خطا در اين تحقیق سعي به برآورد 

محتواي آبي گیاه و همچنین بهره بردن از تمامي باند هاي 

 موجود در داده هاي فراطیفي شد. 

استفاده از شبکه با ساختار و پارامتر هاي مشابه اما 

ورودي هاي متفاوت نشان داد از جمله پارامتر هاي موثر 
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در نتیجه برآورد توسط شبکه هاي عصبي علاوه بر ساير 

ي مناسب مي باشد. با استفاده از پارامتر ها انتخاب ورود

روش هاي کاهش ابعاد داده هاي ورودي که شامل استفاده 

از مولفه هاي اصلي به عنوان يك روش کاهش ابعاد داده 

رايج و همچنین استفاده از شاخص هاي باريك بند کارايي 

شبکه ها مورد مقايسه قرار گرفت. مولفه هاي اصلي داراي 

رخلاف باند هاي طیفي هیچ اين مزيت مي باشند که ب

. در مواردي  [12] گونه همبستگي مابین آنها وجود ندارد

که تعداد ورودي ها زياد اما داراي همبستگي مي باشند  

استفاده از مولفه هاي اصلي و همچنین شاخص ها بطور 

موثر توانستند ساختار شبکه را کوچك و محاسبات را 

ب منجر به نتیجه کاهش دهند. استفاده از مولفه ها اغل

همکاران و Ramadan مي شوند.  yبهتري در پیش بیني 

مولفه  13براي برآورد پارامتر هاي خاک  1225در سال 

اصلي را به عنوان ورودي شبکه ارائه دادند که بهترين 

نتیجه را در مقايسه با ساير روش ها بدست آوردند. در 

مقايسه با مولفه اصلي در  22استفاده از  تحقیق حاضر نیز

شاخص  4شبکه با استفاده از تمامي باند ها و همچنین 

با تابع آموزشي يکسان، بهترين  گیاهي به عنوان ورودي

 :محتواي آبي گیاه را دارا بود برآورد

=0.31, CV=0.88 , RRMSECV
2PC:R-(ANN 

=0.33, ANN: CV=0.86 , RRMSECV
2ANN_index: R

=0.40)CV=0.80 , RRMSECV
2R  

همانگونه که مشاهده شد ، تعداد نرون هاي لايه پنهان 

از جمله پارامترهاي موثر در انتخاب يك شبکه مناسب )در 

باشد. تعداد بیش از اين تخقیق تنها يك لايه پنهان( مي

تخمین کمتر از  حد کوچك نرون هاي لايه پنهان منجر به

و زيادي بیش از حد نرون ها منجر به بیش  2واقعي مقدار

در تمامي شبکه هاي فوق مشاهده  [.25]برازش مي شود

موثر در بهبود تخمین بود  ها ،شد که افزايش تعداد نرون 

اما افزايش بیش از حد منجر به بیش برازش شبکه شد. 

اين مشکل به دلايل متعددي  از جمله افزايش بیش از 

ن تعداد پارامتر هاي ورودي نسبت ساختار شبکه، زياد بود

به نمونه هاي آموزشي ايجاد مي شود و بصورت دقت بالاي 

داده هاي آموزشي و بسیار پايین نمونه هاي تست)در اين 

شده( قابل شناسايي  Cross_validateتحقیق نمونه هاي 

                                                           
۱ Underestimate 

مي باشد اگر چه تشخیص اندازه بهینه شبکه بسیار سخت 

هاي بیش برازش را مي توان در  از نمونه[. 25] . مي باشد

براي برآورد میزان  1226و همکاران در سال  Yeتحقیق 

محصول که با استفاده از داده هاي فرا طیفي انجام شده 

بود مشاهده کرد. در تحقیق آنها که با استفاده از داده هاي 

سه ماه انجام پذيرفته بود دقت داده هاي آموزشي 

ي اختلاف بسیاري با نمونه آمده براي دو ماه دارابدست

هاي تست ماه مربوطه داشت ) دقت بالا براي نمونه هاي 

آموزشي و بسیار پايین براي نمونه هاي تست( . اين 

اختلاف نشان دهنده عدم تطبیق شبکه  هنگام مواجهه  با 

داده هاي جديد که به عبارت ديگر همان  مشکل بیش 

 برازش بود، مي باشد. 

اوتي براي آموزش شبکه مورد توابع آموزشي متف

آزمايش قرار گرفتند که تنها بهترين الگوريتم هاي مورد 

بررسي در جداول  نشان داده شده اند. در بین توابع 

نسبت  (TrainScg)آموزشي ارائه شده الگوريتم شیب توام

به ساير الگوريتم ها در آموزش شبکه موفق تر بود. اين 

ثر مسائل مناسب مي باشد، الگوريتم تقريبا براي آموزش اک

خصوصا شبکه هاي با مولفه هاي وزن و باياس بسیار زياد 

. الگوريتم   پس [25]اين الگوريتم مناسبترين مي باشد

از ديگر الگورريتم هايي است  (Trainrp) ارتجاعيانتشار 

که براي شبکه هاي بزرگ مناسب مي باشد. و همانطور که 

بکه ها با ورودي مولفه در جداول مشاهده مي شود براي ش

داراي بهترين  TrainScgها و شاخص ها پس از الگوريتم 

 .تخمین بود

=0.33, CV=0.86 , RRMSECV
2PC:R-ANN( 

=0.35)CVRRMSE, =0.85CV
2ANN_index: R. 

 نتيجه گيري -4

توسعه در زمینه سنجش از دور فراطیفي و تصوير 

اي جديد به سمت پايش و برداري اسپکترومتري دريچه

استفاده از پارامتر هاي گیاهي گشوده است.   تخمین 

شبکه هاي عصبي در سنجش از دور اغلب در طبفه بندي 

در اين تحقیق که بر اساس گیرد. مورد استفاده قرار مي

ت آمده با استفاده از اندازه گیري هاي فراطیفي بدسداده

هاي آزمايشگاهي انجام شد توانايي شبکه هاي براي 

با استفاده از داده هاي  تخمین محتواي آبي گیاهان
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شبکه عصبي پس انتشار  فراطیفي مورد بررسي قرار گرفت.

با الگوريتم هاي آموزشي و ساختار متفاوت براي تخمین 

VWC انتخاب نتايج نشان داد که  مورد استفاده قرار گرفت

معماري شبکه در آموزش بهتر شبکه و همچنین جلوگیري 

شبکه هاي  از مشکل بیش برازش بسیار موثر مي باشد.

عصبي مصنوعي، هنگامي که شبکه بهینه با ساختار و 

الگوريتم آموزشي مناسب براي آن انتخاب شد، مدلي با 

از داده هاي توانايي بالا در تخمین محتواي آبي با استفاده 

شبکه   دادو نهايتا در اين  تحقیق  دنفراطیفي مي باش

الگوريتم آموزشي وعصبي با استفاده ازمولفه هاي اصلي 

 بود. VWC برآورد میزانداراي بهترين  (scg)شیب توام
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